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インシリコ解析ユニット

予測構造を用いた基質特異性予測法の開発 物質輸送機構の解析法の開発

予測構造を用いた酵素触媒機構解析法の開発 AlphaFoldを用いた単体構造および複合体構造予測の高度化

支援に資する技術開発および高度化を行うために、「予測構造を用いた基質特異性予測法の開発」、「物質輸送機構の解析法の開発」、「イオンチャネルに対する薬剤親和性予測法の高度化」、「予測構造を用
いた酵素触媒機構解析法の開発」、「AlphaFoldを用いた単体構造および複合体構造予測の高度化」、「生成モデルを用いた新規タンパク質のデザインと検証」の各課題に取り組んだ。また、Phase Iの支援課題
を含む支援課題を発展させた課題も高度化課題として取り組んだ。高度化における主な成果を以下に示す。
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背景 冗長性を除いたアミノ酸配列データベー
スRefSeqに登録された配列数は2億を超える
のに対し、専門家によってその機能が確認され
たタンパク質の数（Swiss-Protのエントリ数）
は57万に過ぎない。本課題では、データベース
に埋もれた有用な反応を触媒する酵素を見出
すために、与えられた酵素が、どの基質に作用
し、何を生成するかを予測する手法を開発する。
我々は、アミノ酸配列全長の配列類似度に加
えて、AlphaFoldによる予測構造の構造類似
度を特徴量として、与えられた2つにタンパク質
が同じ基質に同じ反応を触媒するかどうか（同
じ機能を持つかどうか）を高い精度で判別する
予測器FUJISANを開発した。しかし、この方
法は、予測構造からの特徴量抽出に時間がか
かるという問題があったため、アミノ酸配列の潜
在表現を用いることで、より効率的に機能同一
性予測を行うUNKAIの開発を行った。
方法 UNKAIのモデルを図Aに示す。まず、ア
ミノ酸配列をタンパク質言語モデルESM Cの潜
在表現に変換する。続いてAttention機構
（図A下）を用いて配列長の方向に重み付き
平均をとり、この差の絶対値を要素とするベクト
ルを多層パーセプトロンに入力し、0～1の値の
出力を得る。このモデルを、Rhea IDが付与さ
れたSwiss-Protのエントリのアミノ酸配列のす
べてのペアのうち、BLASTのE-valueが10以
下となるペアについて、Rhea IDが一致するペ
アを正例、一致しないペアを負例として、10万
ペアずつランダムに選択し 、訓練データ
（70%）、検証データ（15%）、テストデー
タ（15%）に分割して使用した。
結果と考察 UNKAIのROC曲線を他の方法
と比較したグラフを図Bに示す。E-valueのみに
基づ く方法や、深層学習に基づ く方法
（DeepFRI）に加えてFUJISANよりも高い
予測性能を示した。Attention機構の重みの
解析から、機能上重要なアミノ酸に対する重み
が大きくなっていることが示された（図C）。
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背景 本課題では、膜タンパク質の重要な機
能の１つである、物質輸送のメカニズムを解析
する方法を開発した。大腸菌に存在するMdfA
は、Rocker-Switch機構により薬剤とH+を
対向輸送すると考えられている（図A）。
BINDS Phase Iの支援研究では、MDシミュ
レーションにより、膜貫通領域に存在する
Glu26、Asp34のうち、Asp34をプロトン化す
ると、外開き構造、内開き構造のいずれからも、
両側が閉じた閉塞構造に遷移することを明らか
にした。しかし、Glu26の役割や、薬剤排出過
程が未解明であったため、全薬剤輸送サイクル
の解明を目指して高度化研究を行った。
方法 Glu26, Asp34のプロトン化状態と、薬
剤の有無の計8種類の状態について、細胞質
側の開き具合を反応座標としたmeta-
dynamics法を用いたサンプリングを行い、続
いてレプリカ交換アンブレラサンプリングを実施し
て、自由エネルギー地形を計算した。
結果と考察 Asp34のプロトン化によって、ペリ
プラズム側と細胞内側が閉じた閉塞構造が安
定化することが確かめられた。薬剤非結合状
態でこのプロトンがGlu26に移動すると、細胞
内側が開いた内開き構造が安定化することが
明らかとなった（図B）。この状態に薬剤が結
合すると、細胞内側がやや閉じた構造が安定
化し、さらにGlu26が脱プロトン化するとペリプラ
ズム側も細胞内側も閉じた閉塞構造が安定
化することが明らかとなった（図C）。続いて、
閉塞構造から薬剤がペリプラズム側に排出され
る過程を明らかにするために、PaCS-MD法を
用いて薬剤排出経路の探索を行い、レプリカ
交換アンブレラサンプリングにより自由エネルギー
地形を計算した。この結果、ペリプラズム側が
少し（2 Å程度）開くだけで薬剤の放出が可
能であること（図D）と、薬剤放出の自由エネ
ルギー障壁は16 kcal mol−1であることが示さ
れた。以上の結果から、図Eに示す輸送サイク
ルが明らかとなった。
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背景 本課題では、まず、AlphaFoldによる酵
素の予測構造を用いてQM/MM法により触媒
機構を解析するパイプラインの開発を行った。
QM/MM法では、QM計算に膨大な時間がか
かり、多数のモデルを作成して試行錯誤を行う
ことができないという問題があった。この問題を
解決するために、QM計算を機械学習（ML）
ポテンシャルに置き換えた手法の開発を行った。
方法 MLポテンシャルとして2025年5月に
Meta社から発表されたUMA（Universal 
Models for Atoms）を用いた。これに
Direct MaxFlux法を組み合わせることで、効
率的に遷移構造の探索を行った。
結果と考察 本手法ををテルペンの環化反応
の反応機構解析に適用し、精度を評価した。
この結果、DFTによる遷移状態と比べて、平均
RMSDは0.24 Å、遷移状態のエネルギーの平
均絶対誤差は1.65 kcal mol−1となり、十分
な精度を持つことを確認した（図A）。本手法
は、DFTによるScanに比べて100倍以上高速
であることから、この方法を無料のクラウドサービ
スGoogle Colaboratoryに実装し、だれでも
簡単に反応機構解析が行えるツールを開発し
た。これを用いると、①反応系と生成系の座標
データのアップロード、②計算条件（全電荷、
スピン多重度など）の設定、③計算の実行、
の3ステップで反応解析を行うことができる。数
分～20分程度で計算が完了すると、エネル
ギーダイアグラムとエネルギー極大点の構造が
表示される（図B）。ここで得られた構造を、
DFTなどにより最適化することで、正しい遷移
状態の構造を得ることができる。私たちはさらに、
従来のQM/MM法のQM領域の計算に機械
学習ポテンシャルUMAを用いるML/MM 
toolkitを開発した（図C）。ここでは、ML領
域とMM領域の境界に水素原子を付加する
Link atom法を実装するとともに、解析的
Hessianを用いた遷移状態探索、構造最適
化、振動数解析を実装した。
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背景 BINDS Phase Iの支援課題では、ア
ブラナ科植物の自家不和合性に関わるタンパ
ク質SRKによるSP11の認識メカニズムの研究
を行った。同じハプロタイプ由来のSRKとSP11
は強く結合して、受精を妨げることが知られてい
る。この支援課題では一部のハプロタイプについ
てSRKとSP11の単体および複合体の立体構
造予測を行い、MM-GBSA法により結合自由
エネルギーを計算した。この結果に基づき、同じ
ハプロタイプのタンパク質の親和性が高くなるメ
カニズムを明らかにした。ハプロタイプは200以
上あるとされているため、他のハプロタイプの立
体構造予測も試みたが、SP11はハプロタイプ
間の配列一致度が低く、構造的な多様性も
大きいため、AlphaFoldを用いても信頼度の
高い予測は困難であった。そこで、本課題では、
AlphaFoldに与える多重配列アラインメントを
工夫することで、単体構造および複合体構造
予測の精度を向上させる方法の開発を行った。
方法 AlphaFoldでは、クエリ配列に類似した
アミノ酸配列を、メタゲノム解析データを含む膨
大なアミノ酸配列データベースに対して検索し、
多重配列アラインメントを作成するが、進化的
類縁関係がなく、立体構造も類似していない
配列が混じる可能性がある。そこで、文献から
信頼性の高い98のハプロタイプのSP11のアミノ
酸配列を収集し、ジスルフィド結合を形成する
システイン残基の位置が揃うように多重配列ア
ラインメントを作成した（図上）。
結果と考察 このアラインメントを用いて、
pLDDT値が高い予測構造を得ることができた。
さらに、SRKの多重配列アラインメントも同様に
作成し、信頼性の高いSRK-SP11複合体の
予測構造を得た（図下）。MM-GBSA法に
より結合自由エネルギーを計算したところ、98
の複合体モデルのうち57のモデルで、十分に低
い結合自由エネルギー（十分に強い結合親
和性）を与えることが示された。
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